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弱監督學習下的數位病理切片分類與特徵分析 

徐位文1、黃奕睿 1、李耀豐 2* 

摘要 

隨著深度學習架構在影像分類、、偵測、、分割應用上的蓬勃發展、，各模態的醫學影

像分析任務也紛紛導入人工智慧的技術以達到臨床輔助診斷的目的、 然而、，監督式的

學習方式需要大量且精準的標註資訊、，在醫學領域上會大幅提高電腦輔助診斷系統的

開發成本、 尤其是涉及到 gigapixel量級的數位病理全玻片影像、，對應的病灶區域標註

不但耗時且需要非常專業的病理知識，成為數位病理在 AI 輔助系統開發上的瓶頸 

因此、，弱監督學習方式在系統開發上只需要數位玻片的分類資訊而不需要全玻片影像

中對應代表特徵或病灶的區域輪廓標註、，對數位病理領域上有很大的研究動機、 本研

究從 TCGA資料庫中對 12個常見癌別蒐集了 6,508個病患的全玻片影像、，並依 7:3的

比例隨機分為訓練集與測試集、 實驗中將弱監督學習中非直接標註的問題轉換成帶噪

學習的應用，並使用 ResNet50 的模型訓練隨機採樣的病理區塊影像 雖然模型的訓

練集中參雜了不具該分類標住所對應特徵的採樣、，但在測試集案例推論上藉由多數決

方式以降低雜訊採樣或錯誤預測所造成的影響，讓系統在 5 分類與 12 分類的測試集

上分別達到了 96.03% 與 92.12%的分類準確率、 訓練模型在統計上的重要特徵分析結

果也顯示模型能有效地找出各類別所對應的代表特徵採樣、，為帶噪學習訓練下的模型

提供了有效性與可解釋性  

關鍵字：帶噪學習、數位病理、全玻片影像、特徵分
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Weakly-Supervised Learning for Whole-Slide Image 

Classification and Its Feature Analysis in Digital Pathology 

Wei-Wen Hsu1, Yi-Jui Huang1, Yao-Feng Li2* 

Abstract 

With the advance of deep learning (DL) frameworks in many applications of 

classification, detection, and segmentation, the AI-enabled systems have been adopted in 

various modalities of medical imaging to assist clinical diagnosis. However, the supervised 

learning approaches need considerable and precise labels, which largely increases the 

development cost for the computer-aided diagnosis (CAD) systems in medical fields. 

Especially for the whole-slide images (WSIs) that involve gigapixels to process, unaffordable 

time and professional pathologists are required to obtain the manual annotations of the lesion 

regions on WSIs, becoming a barrier to develop the CAD systems for digital pathology. 

Therefore, the weakly-supervised learning approaches with slide labels of classification, 

rather that the contour annotations of representative lesion regions, are highly demanded in 

research. In this study, 6,508 slides of 12 common cancers were collected from the database 

of TCGA by patients, and all cases were randomly split into a training set and a testing set by 

the ratio of 7:3. Without the information of the representative lesion contours, all patches 

were randomly sampled from the WSIs in each category. As a result, the indirect labels lead 

to the noisy samples in the training phase, and the model of ResNet50 was used to train these 

noisy samples. Nevertheless, the majority voting scheme was applied in the inference phase 

to mitigate the impacts from the noisy samples or the wrong predictions by the corrupted 

model. And the slides predicting accuracies of the proposed system can achieve 96.03% and 

92.12% for 5-category and 12-category classification tasks, respectively. Moreover, the 

statistically important features from the obtained model show high responses to the 

distributions of the representative tissues for each category, providing the validity and the 

interpretability for the proposed CAD system. 

Keywords: Learning with Noisy Labels, Digital Pathology, Whole-Slide Images, Feature 

Analysis
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壹、前言 

近年來，眾多的學術研究結果顯示，相較於影像處理技術結合機器學習模型的傳

統架構，深度學習模型在特徵的自動萃取上有更好的量化效果，使其在效能上有很大

的優勢 因此，除了在自然影像的分類、偵測與分割任務外，各式各樣的醫學影像模

態也紛紛導入 AI 的學習框架於診斷輔助分析上 然而，這些電腦輔助診斷系統的開

發大多仰賴監督式學習的方式，需要大量且精準的標註資訊 然而在醫學領域的應用

上，大量及精準的標註會大幅提高系統的開發成本，成為系統開發上的最大瓶頸  

尤其在數位病理的領域上，一張全玻片的數位病理影像通常包含不同放大解析度

的掃描影像，涉及到 gigapixel 量級的處理資訊量 要對全玻片影像上進行對應的病灶

區域標註不但耗時且需要非常專業且經驗豐富的病理醫師才能達成，這使得針對數位

病理影像分析的醫學臨床輔助診斷系統在開發上又增添了許多難度 此外，在數位病理

的臨床資料收集上通常可利用診斷報告對病例或癌別的亞型進行分類，但通常沒有對

有代表性特徵的區域或對應病灶的輪廓標註 此種不確切監督(inexact supervision)所屬

的弱監督學習(weakly-supervised learning)方式在數位病理領域上有很大的研究動機  

弱監督式學習方式中的不確切監督指的是資料集有正確的標註，但所提供的標註

資訊卻不夠確切到可滿足訓練所需(Zhou et al., 2018) 以數位病理的應用為例，資料

集中提供全玻片案例的診斷(分類)結果，但沒有能直接指出影像中診斷結果所依據的

病灶區域資訊 也就是說，資料集中存在著對於分類的關鍵特徵資訊，但也伴隨著其

他與分類不相關的資訊 因此，由於缺乏對於各類別的代表特徵區域或對應病灶輪廓

的資訊，我們只能在數位病理影像中隨機採樣，並以該影像案例所對應的類別標籤對

採樣進行分類 如此一來，弱監督學習中的不確切監督問題就轉變成了帶噪學習

(learning with noisy labels)的訓練任務  

通常帶噪學習的任務需要藉由特徵比較或偽標籤比對等方式、，將資料集中的雜訊

採樣濾除或更正原本是錯誤分類的標籤、，如此讓資料集更加乾淨之後再訓練得到最後

的模型來減低模型被雜訊標註資訊的影響程度、，以提高訓練模型在測試集推論上的效

能準確性、 在數位病理分類的應用上比較受到雜訊採樣的影響、，而不太有錯誤分類標

籤需要更正的問題、 本研究中的實驗主要在驗證即使模型受到雜訊的樣本影像、，但其

對應的重要特徵仍能找出類別代表性的採樣並對其做出正確預測、，再藉由多數決方式

來降低測試集中雜訊採樣或錯誤預測所造成的影響  

貳、文獻探討 

數位病理分析的電腦輔助診斷系統在開發上有較高的門檻，首先要處理全玻片影

像(WSIs)中大量像素處理的難題 由於最大放大倍率下的影像資訊量過大，往往會造

成記憶體不夠的問題而導致程式執行中斷，對於全玻片影像的分析往往藉由區塊採樣

(patching)的方式來收集訓練資訊 比較代表性的比賽為 Camelyon對全玻片的乳癌淋

巴結轉移的偵測任務(Litjens et al., 2018)，該競賽中提供了大量的全玻片影像與對應有
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癌轉移案例中癌細胞轉移區域的輪廓標註資訊 因此，監督式學習下可根據癌細胞轉

移的標註區域進行正樣本的區塊採樣收集，而從沒有癌轉移案例中得到負樣本的區塊

採樣，進而訓練深度學習模型來學習癌細胞轉移的特徵與正常細胞組織特徵的不同

(Wang et al., 2016)   

數位病理分析在 AI 系統開發上的第二的難題是，對於分類診斷的代表特徵區域

或對應的病灶區域輪廓資訊往往因成本過高而不可得 因此，只能從全玻片影像中在

特定放大倍率下隨機採樣區塊影像，並給予該全玻片影像所屬的分類標籤 然而，並

非全部的採樣都是具有該案例所屬分類特徵的代表性採樣，會存在與分類不相關，或

各分類類別案例間都會存在的一般組織或細胞 可藉由特徵比對的方式找出各類別的

代表性特徵與其對應的高響應採樣，如此可濾除與分類不相關的雜訊採樣，來降低訓

練集中雜訊採樣對模型訓練的影響(Hsu et al., 2022) 若在硬體加速資源充分的條件下，

上述所提的兩個系統開發瓶頸便可迎刃而解(Chen et al., 2021)  

另一方面，對於存在雜訊採樣的資料集，使用深度卷積神經網路(DCNN)架構在訓

練上通常會有過擬合的情況發生，而訓練所得到的特徵可能其實是包含了泛化性較好

的強健特徵和過擬合特徵(Ilyas et al., 2019) 如果此假設是正確的，則不需要特別濾除

資料集中的雜訊採樣，只需要把深度學習模型中泛化性較好的特徵(較不受雜訊採樣

影響的特徵)挑出，或在測試推論的階段藉由多數決的方式降低因雜訊採樣的錯誤預

測所帶來的影像  

參、研究方法 

本研究的實驗使用美國 The Cancer Genome Atlas Program (TCGA)資料庫(TCGA 

database)中 12 個常見癌別的 6,508 個病患的全玻片影像，並依 7:3 的比例隨機分為

4,553 例的訓練集與 1,955 例測試集 12 個癌別分別為膀胱癌、腦癌、乳癌、子宮頸

癌、直腸癌、頭頸癌、腎臟癌、肝癌、肺癌、前列腺癌、皮膚癌、甲狀腺癌 各癌別

分類在訓練集和測試集上的全玻片影像數如表 1所示  

表 1. 各癌別在訓練集和測試集上的全玻片影像案例數  

癌別 訓練集 測試集 總計 

Bladder 270 116 386 
Brain 610 262 872 
Breast 739 317 1,056 
Cervix 154 66 220 
Colon 412 180 592 

Head Neck 315 135 450 
Kidney 261 113 374 
Liver 276 118 394 
Lung 662 283 945 

Prostate 198 85 283 
Skin 303 129 432 

Thyroid 353 151 504 
總和 4,553 1,955 6,508 
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由於不具各癌別對應代表性病灶區域的標註資訊，我們只能對於各癌別的全玻片

影像做隨機的區塊影像採樣，並將有代表性病灶的採樣或不具代表性特徵的採樣都依

據對應採樣案例的癌別賦予標籤，如圖 1所示  

 
圖 1. 以五分類為例，對各類別的全玻片影像進行隨機採樣  

如此一來，訓練的資料集中可能包含各器官或癌別特有的細胞或組織(代表採樣)，

也包含了器官或癌別間共有的細胞或組織和人為雜訊(雜訊採樣) 如圖 2 所示，這些

雜訊的採樣可能包含脂肪組織、膠原纖維、紅血球細胞、馬克筆標註、數位掃描失焦

區域，以及污漬或玻片裂痕  

 
(a) 乳癌、直腸癌與肝癌間共同存在的脂肪組織 

 
(b) 乳癌、直腸癌與肝癌間共同存在的膠原纖維 
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(c) 乳癌、直腸癌與肝癌間共同存在的紅血球細胞 

 
(d) 馬克筆標註、掃描失焦區域、玻片裂痕  

圖 2. 採樣資料集中的採樣雜訊  

實驗中對各癌別的全玻片影像在 40 倍下採樣 256x256 的區塊影像，並使用

ResNet50模型(He et al., 2019)對採樣的資料集進行訓練 本研究中，我們提出一假設：

受到雜訊影響的深度卷積模型並非完全不可用，模型可能包含了對各類別有分辨力且

泛化好的特徵和被雜訊採樣影響的過擬合特徵 若將深度卷積模型拆解，並藉由隨機

森林分類器對深度學習模型的特徵依統計的重要度排序，並收集重要特徵所響應的前

幾名採樣觀察其所對應的組織或細胞特徵是否對該癌別具有代表性，以提供醫學臨床

診斷上的可解釋性來驗證所提出的假設  

另外，為驗證深度卷積網路模型即使在雜訊採樣影響下有過擬合的問題，但模型

中仍包含了對代表性樣本有分辨力的特徵，所以在乾淨而不具雜訊的測試集上仍有很

好的表現 所以利用分類貓與狗的資料集(Kaggle: Cats vs. Dogs)，因為該貓狗分類的

資料集中的影像常常伴隨著與貓狗分類無關的人的影像 所以我們利用 COCO資料集

(COCO dataset)中去掉貓狗且有人的影像加入貓狗分類資料集作為雜訊採樣，以此來

模擬數位病理應用中因隨機採樣而產生無關分類類別的雜訊採樣 為了了解模型被雜

訊樣本所影響的程度，我們只對訓練集與驗證集加入了不同比例的雜訊影像，而在測

試集上維持乾淨 對應資料集所包含的影像個數如表 2所示  

表 2. 貓狗分類任務中在訓練集與驗證集中加入不同比例含人的雜訊影像  

雜訊比例 訓練集 驗證集 測試集(不含雜訊) 總計 

0% 16,000 4,000 5,000 25,000 
5% 16,844 4,212 5,000 26,056 
10% 17,778 4,446 5,000 27,224 
20% 20,000 5,000 5,000 30,000 
30% 22,858 5,716 5,000 33,574 
40% 26,668 6,668 5,000 38,336 
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肆、結果與討論 

實驗中針對好發性較高的前 5 大癌別與全部所收集的 12 個癌別在測試集上的模

型分類預測結果如表 3與表 4所示 實驗結果顯示，雖然訓練集和測試集中皆參雜了

與分類無關的雜訊採樣，但在測試集案例推論上藉由多數決方式可降低雜訊採樣或錯

誤預測所造成的影響，讓系統在 5 分類與 12 分類的測試集上分別達到了 96.03% 

(1,114/1,160)與 92.12% (1,801/1,955)的分類準確率  

表 3. 好發性較高的前 5大癌別在測試集上的分類預測結果 

實際\預測 Brain Breast Colon Liver Lung 

Brain 260 0 0 2 0 

Breast 1 306 1 4 5 

Colon 0 4 174 0 2 

Liver 3 1 0 113 1 

Lung 0 13 6 3 261 

表 4. 全部 12個癌別在測試集上的分類預測結果 

實際/預測 Bladder Brain Breast Cervix Colon 
Head 

Neck 
Kidney Liver Lung Prostate Skin Thyroid 

Bladder 98 0 7 0 1 2 0 0 3 2 3 0 
Brain 0 259 0 0 0 2 0 0 1 0 0 0 
Breast 5 1 297 2 0 1 0 2 5 0 3 1 
Cervix 7 0 1 52 0 4 0 0 1 0 1 0 
Colon 0 0 3 1 172 0 0 0 4 0 0 0 
Head 

Neck 
4 0 1 6 4 106 1 0 11 1 1 0 

Kidney 1 0 1 0 0 1 102 4 2 0 1 1 
Liver 3 0 0 0 0 0 2 112 1 0 0 0 
Lung 8 1 4 2 1 1 3 0 259 0 2 2 

Prostate 0 0 2 0 0 1 0 0 0 81 0 1 
Skin 2 1 6 2 1 1 0 1 1 0 114 0 

Thyroid 0 0 1 0 0 0 0 0 0 0 1 149 

藉由模型分解並結合隨機森林分類器的特徵重要度排序，並收集統計上重要度排

序前幾名的特徵所響應最高的數個採樣影像，觀察圖 3所選的特徵在採樣影像上對應

響應分佈的區域以檢視模型的有效性  
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(a)重要度排名第一名的特徵對肝癌細胞有響應  

 
(b)重要度排名第二名的特徵對乳癌細胞有響應  

 
(c)重要度排名第三名的特徵對腦癌細胞有響應  

圖 3. 模型中重要度排名前三名特徵所對應響應的癌別病灶  

觀察特徵可視化的結果可發現:重要度排序前幾名的特徵所響應的採樣影像主要

來自同一類別，且通常為該類別的代表病灶 圖 4中的例子亦顯示模型在分類直腸癌

上有對直腸癌細胞的響應特徵，也有對大腸小腸中常見的杯狀細胞響應的特徵  
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(a)模型中對於直腸癌細胞響應的特徵 

 
(b)模型中對於杯狀細胞響應的特徵 

圖 4. 模型中有對癌灶響應的特徵，也有對該器官常見細胞所響應的特徵  

從實驗的結果可推論：模型中重要度較高的特徵，其特徵響應通常來自同一類別

的採樣，且響應分佈大多為該癌別的代表性病灶，可為模型提供可解釋性 如圖 5所

示，重要度排名前 20 的特徵其高響應的採樣影像通常來自於同一癌別分類 這表示

統計重要度排名高的特徵通常具有較高的泛化性，且受資料集中雜訊樣本的影響較小  
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圖 5. 重要度排續前 20名的特徵，其高響應的採樣影像大多來自於同一類別  

若在貓狗分類實驗中對訓練集與驗證集中加入不同比例的含人影像作為雜訊樣

本，以模擬數位病理中隨機採樣的情況，並維持乾淨的測試集來衡量模型受到雜訊採

樣的影響程度 實驗結果如表 5所示，讓人意外的是，模型在乾淨測試集上的表現與

訓練集中所包含的雜訊影像比例程度沒有絕對的關係 而由圖 6的訓練過程截圖中顯

示，在 40% 雜訊比例上的訓練集，訓練模型的準確率可高達 99.8%，明顯為過擬合的

情況 因此，在也含有 40%雜訊比例的驗證集上，如此過擬合的模型對於驗證集中的

40%雜訊影像只有一半的預測準確率，與亂猜無異，導致驗證集的整體準確率約 80%

左右(1x60%+0.5x40%) 但該模型對於乾淨的測試集上確仍能達到 99%以上的準確率 

此結果呼應了我們所提出的假設，過擬合的模型中包含了可將正確採樣判對且泛化性

好的特徵；而利用模型中過擬合特徵去死記硬背不具泛化性的雜訊特徵 因此，這樣

的模型在驗證集中的雜訊影像不具效力，但在乾淨的測試集上不受影響 如此，即使

模型在訓練的過程中受到訓練集中的雜訊影響，但對於有代表性樣本的在分類推論上

仍能有很好的預測準確率，為我們所提出的系統驗證其有效性 而我們只需要降低在

測試階段中，不具代表性的採樣對於最後玻片案例分類結果的影響，即可達到帶噪學

習的效果  

表 5. 貓狗分類任務中不同比例雜訊的訓練集所訓練得到的模型在乾淨的測試集上效

能表現比較  

雜訊比例 準確率 

0% 99.48% (4974/5000) 

5% 99.40% (4970/5000) 

10% 99.40% (4970/5000) 

20% 99.50% (4975/5000) 

30% 99.22% (4961/5000) 

40% 99.34% (4967/5000) 



臺東大學綠色科學學刊  2024，14(1)，pp.65-76 

75 

 
圖 6. 在含有 40%雜訊採樣的訓練集與驗證集在乾淨測試集上的訓練過程截圖 

伍、結論 

本研究中提出了一假設：即使受到雜訊的影響，深度學習模型既有能找出具有分

辨力的泛化特徵，也有對於雜訊死記硬背的過擬合特徵 實驗顯示，模型的泛化特徵

可藉由統計上的重要度排序找出，可發現這些特徵有較好的類別代表性，可驗證模型

對於乾淨的樣本仍能有很好的預測能力；在測試集的推論過程中只需降低錯誤採樣或

錯誤預測對於最後分類結果的影響 有別於一般帶噪學習著重在資料集的錯誤標註更

正或雜訊樣本清除上，本研究中的實驗結果顯示，帶噪學習的任務中，我們可藉由統

計分析挑出泛化性好的特徵，或將受到雜訊樣本影響的過擬合特徵濾除即可 由特徵

可視化結果可發現，這些泛化性高的特徵在癌別分類任務上通常能對應所代表病灶採

樣有高響應，未來也許可藉由重要特徵的高響應樣本才樣收集，來達到有病灶輪廓標

註下的採樣效果，以達到無輪廓標註資訊下對於特定癌別所對應的病灶特徵學習 可

對數位病理進行良惡性診斷預測任務，進而可找出原發位置不明癌症 (cancer of 

unknown primary, CUP)的應用  
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